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Vorwort

Die rasende technologische Entwicklung der letzten Dekade hat zu 
fundamentalen Änderungen in nahezu allen Bereichen unseres Le-
bens geführt und damit auch betriebliche Entwicklungen in allen Or-
ganisationen motiviert. Im privaten Leben unterstützen uns Verfahren 
der Künstlichen Intelligenz durch Sprachassistenten oder erweiterte 
Suchverfahren auf unseren mobilen Endgeräten. In Unternehmen ent-
standen Produktionsumgebungen, die Künstliche Intelligenz einsetzen, 
physische Komponenten mittels Internettechnologien vernetzen und 
diese Strukturen noch um nicht-physische Bausteine zu sogenannten 
Cyber-Physical-Systems erweitern. Ein solches Internet of Things er-
möglicht durch die eingesetzte Intelligenz eine weitgehende Prozessau-
tomation in allen Bereichen eines Unternehmens und eine weitgehende 
Entscheidungsunterstützung. Damit werden Echtzeitsysteme und dabei 
eine Echtzeit-Analytics relevant, die mittels Verfahren der Künstlichen 
Intelligenz umgesetzt werden. Diese Verfahren gibt es in der Diskussi-
on des Maschinellen Lernens schon seit vielen Jahrzehnten, nur werden 
diese heutzutage durch die technischen Entwicklungen nutzbar. Um sie 
jedoch angemessen einsetzen und nutzen zu können, ist ein Verständnis 
über die Entwicklungen und Arbeitsweisen des Maschinellen Lernens 
und der Künstlichen Intelligenz notwendig, dem sich das hier vorlie-
gende E-Book widmet. Dabei werden auch Einsatzbeispiele vorgestellt, 
um das Potenzial der Künstlichen Intelligenz einschätzen und eigene 
Nutzungsszenarios gestalten zu können.
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Künstliche Intelligenz gewinnt in Unternehmen, Ver-
waltungen und unserem täglichen Leben an Bedeu-
tung. In vielen Situationen erfahren wir bereits heute 
Unterstützung durch Methoden der Künstlichen Intel-
ligenz. Grundlage dessen sind Innovationen, die in der 
Prozessor- und Speichertechnologie, im Cloud-Com-
puting, der Sensorik, dem Internet der Dinge und 
der Robotik stattfanden, von denen die Nutzung der 
Künstlichen Intelligenz profitiert. Zwar stehen wir 
beim Einsatz von KI-Systemen trotz aller Fortschritte 
noch ganz am Anfang. „Dank Big Data und algorithmi-
schen Fortschritten wie Deep Learning hat sich das 
Feld des Maschinellen Lernens in den letzten Jahren 
rasant weiterentwickelt. Während in der Vergangen-
heit Maschinelles Lernen häufig offline nach kriti-
schem Review durch Experten und in unkritischen An-
wendungen – etwa der Werbeplatzierung im Internet 
– genutzt wurde, wird es heutzutage mehr und mehr 
in operativen und sicherheitskritischen Systemen auf 
24/7 Basis eingesetzt. Selbstfahrende Autos, medizi-
nische Entscheidungsunterstützung und das Moni-
toring technischer Infrastruktur sind Beispiele. Diese 
Fortschritte sind von den Trends Big Data und Digita-
lisierung getrieben, die sowohl mehr Daten für die au-
tomatische Analyse bereitstellen als auch schnellere 
und komplexere Entscheidungen in kontinuierlichen 
Datenanalyseprozessen verlangen.“ [BITKOM 2017]

Die Entwicklungen der vergangenen Jahre haben, 
wie bereits erwähnt, nicht nur die verfügbaren Re-
chenkapazitäten an den Arbeitsplätzen erhöht, son-
dern auch die Datenverfügbarkeit und damit die 
Grundlage datengetriebener Entscheidungsfindung. 
Darüber hinaus sind Machine-Learning-Algorithmen 
in den letzten Jahren leistungsfähiger geworden. Ins-
besondere der Ansatz des Deep Learning, also dem 
Maschinellen Lernen mit großen neuronalen Net-
zen, ist aktuell ein oftmals benannter Analyseansatz 
und damit die Referenz zur Auswertung großer, ver-
rauschter Datenmengen und steckt hinter aktuellen 
Fortschritten etwa in der Text-, Bild- und Spracher-
kennung. Es hat sich in prominenten Beispielen be-
reits gezeigt, dass Deep Learning selbst menschliche 
Experten schlagen kann. Dies ist ein Effekt der hohen 
Anpassungsfähigkeit dieser tiefen neuronalen Netze, 
gepaart mit der Möglichkeit, diese Netze auch auf 
großen Datenmengen effizient zu trainieren.

Im Folgenden werden nun zunächst die Begriffe 
Künstliche Intelligenz und Maschinelles Lernen zu-
einander eingeordnet, sodass daran anschließend im 
dritten Kapitel Verfahren der Künstlichen Intelligenz 
methodisch eingeführt werden. Kapitel 4 skizziert 
Anwendungsbeispiele, sodass Einsatzpotenziale er-
sichtlich sind. 

1  Einleitung



ZUM 
INHALT

   5   6   7   

Maschinelles Lernen (ML) bezeichnet Verfahren, bei 
denen Computer-Algorithmen aus Daten lernen, bei-
spielsweise Muster zu erkennen oder gewünschte 
Verhaltensweisen zu zeigen, ohne dass jeder Einzel-
fall explizit programmiert wurde. So lernen Algorith-
men im Online-Buchhandel, dass es bestimmte Klas-
sen von Büchern gibt, die von bestimmten Klassen 
von Kunden gekauft werden, ohne, dass irgendwo im 
Vorfeld definiert würde, was Liebesromane sind oder 
was ein junger Familienvater ist. Autonome Fahrzeu-
ge können schlicht dadurch lernen, dass Menschen 
sie eine Zeitlang steuern. Mit diesem Verfahren wird 
auch das automatische Labeln von Bildern trainiert. 
Menschen ergänzen hierbei Bilder z. B. mit der Infor-
mation, ob ein Gesicht fröhlich oder traurig erscheint, 
und nach mehreren Tausenden oder Zehntausenden 
Beispielen kann dann ein Algorithmus lernen, neue 
Bilder selbst zu klassifizieren. Oft wird Maschinel-
les Lernen mit künstlicher Intelligenz gleichgesetzt. 
Während in der Künstlichen Intelligenz häufig ML 
eingesetzt wird, ist ML eine Methode und damit ein 
Werkzeug unter vielen der Künstlichen Intelligenz. 
[generell hierzu Felden 2017]

Künstliche Intelligenz beschreibt Informatik-Anwen-
dungen, deren Ziel es ist, intelligentes Verhalten zu zei-
gen. Dazu sind in unterschiedlichen Anteilen bestimmte 
Kernfähigkeiten notwendig: Wahrnehmen, Verstehen, 

Abb. 1: Entwicklungsphasen der Künstlichen Intelligenz [entnommen und modifiziert aus Cavanillas et al. 2016]

Handeln und Lernen. Diese vier Kernfähigkeiten stel-
len die größtmögliche Vereinfachung eines Modells 
zur modernen Künstlichen Intelligenz dar: Wahrneh-
men - Verstehen - Handeln erweitern das Grundprinzip 
aller EDV-Systeme: Eingabe – Verarbeitung - Ausgabe. 
Das wirklich Neue ist das Lernen und Verstehen. Heu-
tigen Künstlichen-Intelligenz-Systemen ist gemein, 
dass sie in der Verarbeitungskomponente auch trai-
niert werden und damit lernen können und so bessere 
Ergebnisse erzielen als mit herkömmlichen Verfah-
ren, die auf klar definierten und fest programmierten 
Regelwerken basieren. Heute sprechen wir von der 
schwachen Künstlichen Intelligenz, bei der es darum 
geht, den Menschen intelligent beim Erreichen seiner 
Ziele zu unterstützen, also um smarte Mensch-Maschi-
ne-Interaktion und Zusammenarbeit zwischen Mensch 
und Maschine. Die starke Künstliche Intelligenz ist 
eher philosophisch relevant. Sie zielt auf eine Imitati-
on des Menschen ab. Die vier Entwicklungsphasen der 
Künstlichen-Intelligenz-Forschung spiegeln sich auch 
im Einsatz der Künstlichen Intelligenz in industriellen 
und privaten Anwendungsfeldern wider. Letztlich ist 
das Ziel von Künstlichen-Intelligenz-Systemen, den 
Menschen beim Erreichen seiner Ziele intelligent zu 
unterstützen und dabei unmenschliche oder unange-
nehme Arbeit deutlich zu vermindern, aber nicht den 
Menschen überflüssig zu machen [generell hierzu und 
im Folgenden Cavanillas et al. 2016]

2  Maschinelles Lernen in der Künstlichen Intelligenz
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1 Sense

Audio (Sprache) 
Video (Photo, Film) 
Digital (Logdaten) 
IoT (Sensordaten) 
Touch (Fingerabdruck) 
Smell (Gasdetektion) 
…

2 Comprehend

Deep Learning 
Machine Learning 
Statistics / Analytics 
Rule Sets / decision 
…

3 Act

Command appliances 
Triggers follow-up processes 
Display meaningful text 
Play translated speech 
Draw paintings 
Compoese music 
…

4 Learn / Train

From coding to traininig 
…

In der ersten und zweiten Phase wurde sehr viel an 
Wissen manuell und direkt in die Maschine einpro-
grammiert. Ein Beispiel hierfür wäre ein Taschen-
rechner. Dieser zeigt zwar intelligentes Verhalten, in-
dem er rechnet, aber seine Funktionsweise ist nicht 
intelligent. Mit den Ansätzen der zweiten Phase hatte 
man zwar sehr gute Kontrolle über das Verhalten der 
Maschinen, aber deren Handlungsumfang war ext-
rem begrenzt. Beispielhaft seien hier Empfehlungs-
systeme aus dem Buchhandel genannt, die auf frühe-
ren Einkäufen basieren.

In der dritten Phase der Künstlichen Intelligenz kam 
der Durchbruch über das Maschinelle Lernen aus 
Massendaten. Um beim Beispiel Buchhandel zu blei-
ben, ist es heute so, dass die Kunden und die Waren 
automatisch in Gruppen (Cluster) einsortiert wer-
den und die Empfehlungen vom System selbst ge-
lernt und ständig verbessert werden. Ein Nachteil an 
diesem Ansatz des vollautomatischen maschinellen 
Lernens wurde bereits angedeutet: Es ist nur schwer 
nachvollziehbar, warum ein System einen bestimm-
ten Vorschlag macht, und noch schwerer ist es, die-
sen zu korrigieren bzw. zukünftig zu unterbinden.

Die vierte Phase von Künstlichen-Intelligenz-Syste-
men versucht, Lernverfahren mit Expertenwissen zu 
verbinden, um das Beste aus beiden Welten zu nut-
zen: Kontrolle und explizites Wissen mit der Kraft von 
Lernalgorithmen, die dann auch bei unsicherer Fak-
tenlage ähnlich gut wie ein Mensch handeln kann. 
In der Geschichte der Künstlichen-Intelligenz-For-
schung und -Entwicklung gab es immer wieder dis-
ruptive Ereignisse. In letzter Zeit sind IBM Watson, 
Alpha Go und die autonomen Fahrzeuge von Google 
aus den Medien bekannt.

Lernen und Verstehen sind die zentralen Kernfähig-
keiten, die sich in den Prozess: Sense, Comprehend, 
Act and Learn einbetten (vgl. Abbildung 2). Diese Vier 
stellen die größtmögliche Vereinfachung eines Mo-
dells zur modernen Künstlichen Intelligenz dar und 
erweitern das Grundprinzip aller EDV-Systeme: Input 
– Operating – Output oder Eingabe – Verarbeitung – 
Ausgabe. Das wirklich Neue ist das Lernen und davon 
ausgehend auch das Verstehen. Heutigen Künstli-
chen-Intelligenz-Systemen ist gemein, dass sie in der 
Verarbeitungskomponente trainiert werden und so 
immer bessere Ergebnisse erzielen können und zwar 

2  Maschinelles Lernen in der Künstlichen Intelligenz

Abb. 2: Komponenten einer Künstlichen Intelligenz [Purdy/Daugherty 2016]
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häufig besser, als mit herkömmlichen Verfahren, die 
im Wesentlichen auf klar definierten und fest pro-
grammierten Regelwerken basieren. 

Betrachtet man die vier Kern-Komponenten detail-
lierter, so wird deutlich, welch enormes Potenzial in 
den Anwendungen besteht. Dies liegt an der Vielfalt 
der verarbeiteten Datenarten und Datenmengen (1 
- Sense), die kaum noch Limitationen unterliegen. 
Die verarbeitende Komponente (2 - Comprehend) 
wird um Künstlichen-Intelligenz-Methoden, meist 
Sprachverstehen und Deep bzw. Machine Learning 
erweitert. Damit ist gemeint, dass die Experten-Soft-
ware um eine trainierbare, lernende Komponente 
erweitert wird, dass aber auch weiterhin eine ein-
deutige Systemsteuerung zum Einsatz kommt, wenn 
Fallentscheidungen eindeutig definiert werden kön-
nen. Wenn zum Beispiel ein Dokument als vollstän-
diges Formular erkannt wird, dann wird der entspre-
chende Weiterverarbeitungs-Prozess angestoßen. Im 

Gegensatz hierzu ist eine unstrukturierte Kunden-
E-Mail zu sehen, wo eine Künstliche Intelligenz erst 
verstehen muss, was der Kunde eigentlich will - und 
dies können trainierte Systeme mittlerweile leisten. 
Die Ausgabekomponente (3 - Act) beinhaltet wiede-
rum alle Steuerungsmöglichkeiten moderner IT-Sys-
teme. In den Medien erscheinen immer wieder die 
beachtenswerten Ergebnisse aus der Künstlichen-In-
telligenz-Forschung, wie Systeme, die Bilder malen 
wie van Gogh, Musikstücke komponieren wie Bach, 
Lastenroboter, die auf vier Beinen wie ein Tier durch 
unwegsames Gelände laufen, etc. In der Praxis sind 
aber eher Dinge wie intelligente Prozess- oder Gerä-
testeuerung relevant.

Das Besondere an aktuellen Künstlichen-Intelli-
genz-Systemen ist nun, dass sie während der Trai-
ningsphase (4), aber auch im laufenden Betrieb aus 
ihren Fehlern bzw. anhand eines Feedbacks lernen 
können.

2  Maschinelles Lernen in der Künstlichen Intelligenz
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3  Beispiele Ansätze Künstlicher Intelligenz

Input- 
funktion 
net2 j

Aktivierungs- 
funktion 
a2 j

Output- 
funktion 
x2 j

w1j

w2j

w3j

x11

x21

x31

Im Folgenden werden nun mit dem Multilayer 
Perceptron, dem Deep Learning, den Convolutional 
Neural Networks und der Cognitive Intelligence drei 
Ansätze herausgegriffen und pragmatisch als Bei-

spiele eingeführt, um zum einen die Vorgehensweise 
dieser Ansätze nachvollziehen zu können und ande-
rerseits auch die damit einhergehenden Unterschie-
de aufzuzeigen.

Abb. 3: Aufbau eines Neurons [entnommen und modifiziert aus: Düsing 1997, S. 62]

3.1 � Das Multilayer Perceptron für Klassifika-
tionsaufgaben

Durch ein Künstliches Neuronales Netz [McCulloch/
Pitts 1943] kann eine Klassifikation durchgeführt 
werden. Ein Neuronales Netz besteht aus Verarbei-
tungseinheiten (Neuronen), die in Schichten ange-
ordnet sind. Dabei wird die Input-, die Hidden- und 
die Outputschicht unterschieden. „Das Grundmo-
dell eines Neurons stützt sich im Wesentlichen auf 
Vereinfachungen von McCulloch und Pitts ..., die 
Neuronen als eine Art Addierer mit Schwellenwert 
betrachten.“ [Brause 1991, S. 6] In einem Neuron j 
kommen Signale von der Eingabeschicht zur ver-
steckten Schicht mit Eingangswerten x1j mit einem 

Gewicht wij an, werden verarbeitet und es erfolgt ein 
Output x2j. Dieser Output ist entweder Input für ein 
nachfolgendes Neuron oder aber die Netzausgabe. 
Die Eingabewerte sind im Rahmen dieser Arbeit die 
ermittelten Deskriptoren und deren Erweiterungen 
sowie Qualitätscharakteristika. Diese Eingabewerte 
müssen für das Neuronale Netz entsprechend ko-
diert werden, damit die Regeln angewendet werden 
können. Ausgabe ist die Klassifikation, die angibt, 
ob eine relevante Internetseite interessant oder un-
interessant ist. Die Abbildung 3 zeigt den Aufbau 
des Neurons.
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Als Neuronales Netzwerk kann ein Multilayer Percep-
tron (MLP) eingesetzt werden. Perceptrons sind „... 
simplified networks, designed to permit the study of 
lawful relationships between the organization of a 
nerve net, the organization of its environment, and 
the ‘psychological’ performances of which it is capa- 
ble.“ [Khanna 1990, S. 50] Ein MLP besteht aus einer 
Eingabe- (Input), mindestens einer versteckten Ebe-
ne (hidden units) und einer Ausgabeebene (Output). 
Ein Perceptron übernimmt als Input zum einen die 
ursprüngliche Eingabe, zum anderen stammen die 
Werte aus einer vorgelagerten Ebene. [Khanna 1990, 
S. 70] Obige Abbildung 4 zeigt exemplarisch ein 
MLP-Netzwerk.

Das dargestellte Netzwerk der Abbildung 4 führt zu 
einer Transformation der Werte durch zwei nachgela-
gerte Ebenen. 

Die Abbildung enthält r Inputneuronen (n11, ..., n1r),  
s Hidden Units (n21, ..., n2s) und t Outputneuronen 
(n31, ..., n3t), mit denen der Neuronenwert xi verbun-
den ist. [Bishop 1995, S. 116 ff.] Eine mögliche ana-
lytische Funktion zu der Neuroneneingabe von der 
Inputschicht zur versteckten Schicht ist:

     j=1, ..., s  . 

. 

       k=1, ..., t. 

 

∑
=

=
r

i
iijj xwnet

1

1
2 *

)( 22 jj neta

jnetcjjj e
netsneta

2*222 1
1)()(
−+

==

∑
=

=
s

j
jjkj xwnet

1
2

2
3 *

).(~
33 jj neta

Abb. 4: Multilayer Perceptron [Bishop 1995, S. 117]

3  Beispiele Ansätze Künstlicher Intelligenz
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Dabei ist w1
ij die Gewichtung von xi (x1i=xi  i) in der 

Eingabeebene für den Übergang zum versteckten 
Neuron j. Zur Aktivierung des versteckten Neurons 
erfolgt eine Transformation der linearen Summe mit 
der Aktivierungsfunktion a2j(*). Die Aktivierungsfunk-
tion lässt sich wie folgt darstellen, wobei diese nicht 
an eine bestimmte Funktionsform gebunden ist:

     j=1, ..., s  . 

. 

       k=1, ..., t. 
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Als Aktivierungsfunktion soll im Folgenden eine 
sigmoide (s-förmige) Funktion angewendet werden. 
Hierbei handelt es sich um die Fermifunktion (auch 
logistische Funktion genannt). Sie ist definiert durch:

     j=1, ..., s  . 
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       k=1, ..., t. 
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Durch einen geschickt gewählten Wert c wird die 
Steigung der Funktion so steil, dass diese ähnlich 
einfach wie eine Schrittfunktion anzuwenden ist. 
Eine vergleichbare Steigung kann z. B. durch eine 
Squashing-Funktion nicht erreicht werden. Die Netz- 
eingabe für das Outputneuron erfolgt durch eine 
lineare Kombination der Ausgaben der versteckten 
Ebene in der Form:

     j=1, ..., s  . 

. 

       k=1, ..., t. 
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Die Aktivierung erfolgt über die nicht-lineare Funkti-
on, für die auch die sigmoide Funktion angewendet 
werden kann:

     j=1, ..., s  . 

. 

       k=1, ..., t. 
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Die Notation a-Schlange gibt an, dass es sich nicht 
um die gleiche Aktivierungsfunktion wie zuvor han-
deln muss. Die Zusammenfassung der dargestellten 
Funktionen ergibt den formalen Ausdruck für den in 
Abbildung 4 vorgestellten Sachverhalt:
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Bezogen auf die Problemstellung sind die Eingangs-
werte die zuvor beschriebenen Deskriptoren des In-
dexes, die Qualitätsanforderungen sowie die Erwei-
terungen der Deskriptoren. 

Somit erhält der Filter Fi die folgenden Kriterien:
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Unter Beachtung der jeweiligen Gewichtungen im 
Neuronalen Netz ergibt sich:
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3  Beispiele Ansätze Künstlicher Intelligenz



ZUM 
INHALT

   11   12   13   

3.2 � Überwachtes Lernen im Deep Learning
Deep Learning beschreibt die Verwendung von 
Neuronalen Netzen im Rahmen des sogenannten 
Reinforcement Learning (bestärkendes Lernen). Im 
Folgenden werden zunächst Künstliche Neuronen 
anhand sogenannter Perceptrons pragmatisch einge-
führt. Perceptrons wurden in den 1950er und 1960er 
Jahren von Frank Rosenblatt entwickelt, inspiriert 
durch frühere Arbeiten von Warren McCulloch und 
Walter Pitts. Heute ist es üblicher, andere Modelle 
künstlicher Neuronen zu benutzen (aktuell hat das 
Sigmoid Neuron die dominierende Rolle). Ein Percep-
tron an sich nimmt mehrere Binäreingänge, x1, x2, 
... auf und erzeugt eine einzelne Binärausgabe. Im 
Allgemeinen könnte es mehr oder weniger Eingaben 
haben. Rosenblatt schlug eine einfache Regel vor, um 
die Ausgabe zu berechnen. Er führte Gewichte, w1, 
w2, ... (reelle Zahlen) ein, welche die Bedeutung der 
jeweiligen Eingänge zum Ausgang ausdrücken. Die 
Ausgabe des Neurons, 0 oder 1, wird bestimmt, wenn 
die gewichtete Summe Σj=wjxj kleiner oder größer 
als ein Schwellwert ist. Genau wie die Gewichte ist 

die Schwelle eine reelle Zahl, die ein Parameter des 
Neurons ist. 

Wie bereits erwähnt, finden heutzutage Sigmoidfunk-
tionen als Aktivierungsfunktion Anwendung, da der 
Einsatz von differenzierbaren Funktionen die Verwen-
dung von Lernmechanismen, wie zum Beispiel dem 
Backpropagation-Algorithmus, ermöglicht. Als Aktivie-
rungsfunktion eines künstlichen Neurons wird die Sig-
moidfunktion auf der Summe der gewichteten Einga-
bewerte angewendet, um die Ausgabe des Neurons zu 
erhalten. [Nielsen 2017] Dazu wird beispielsweise in 
sogenannten Feed Forward Netzwerken, wie dem Mul-
tilayer Perceptron, der Forward Pass durchgeführt (Ak-
tivierung einer jeden Einheit), also der normale Durch-
lauf des Netzes. Basierend auf den dann ermittelten 
Fehlern (ermitteltes Ergebnis versus tatsächliches Er-
gebnis) erfolgt ein Backward Pass, um Modifikationen 
im Netz durchzuführen (partielles Derivat), sodass ein 
neuer Forward Pass mit einem neuen und hoffentlich 
besseren Ergebnis initiiert werden kann.

3  Beispiele Ansätze Künstlicher Intelligenz

3.2.1 � Reinforcement Learning
Neben dem Supervised Learning (überwachtes Ler-
nen, für das ein entsprechender Trainingsdatenbe-
stand mit bekannten Daten zu erzeugen ist) und dem 
Unsupervised Learning (unüberwachtes Lernen, bei 
dem eine direkte Algorithmusanwendung auf dem 
jeweiligen Datenbestand stattfindet) bildet das Rein-
forcement Learning (bestärkende Lernen) die dritte 
Gruppe der Lernverfahren. Es ist ein rechenintensi-
ver Ansatz zum Lernen durch Interaktion. Dem Algo-
rithmus, also dem Lerner, wird vorab nicht mitgeteilt, 
welche Maßnahmen zu ergreifen sind, wie in vielen 
Formen des maschinellen Lernens, sondern stattdes-
sen muss der Algorithmus durch Ausprobieren ent-
decken, welche Handlungen zielführend sind. Dies 
wird dem Lerner durch eine dann entsprechende po-
sitive (Bonus), aber auch negative (Malus) Belohnung 
mitgeteilt. Dabei handelt es sich um sogenannte 
closed loops Probleme, da sowohl durch eine Akti-
on des Lerners als auch die jeweilige Belohnung alle 
nachfolgenden Handlungen beeinflusst werden. Um 

nun eine Menge Bonus zu erhalten, muss ein Lerner 
Handlungen bevorzugen, die bereits in der Vergan-
genheit genutzt wurden und bei denen die Aussicht 
darauf besteht, dass diese wieder zu einem Bonus 
führen. Aber um solche Aktionen zu entdecken, muss 
der Algorithmus Aktionen ausprobieren (exploit), die 
er vorher nicht ausführte. Das bedeutet nun aber, 
dass der Algorithmus von seiner Wissensbasis ab-
hängig ist und ausnutzen muss, was er bereits kennt, 
um Belohnung zu erhalten. Darüber hinaus muss er 
auch erforschen (explore), was noch möglich ist, um 
in Zukunft eine bessere Handlungsauswahl zu betrei-
ben. Das Dilemma ist, dass weder Exploration noch 
Exploitation losgelöst von der Ausführung der Aufga-
benstellung verfolgt werden können, das heißt, dass 
es keine Lern- und Anwendungsphasen gibt, sondern 
sich der Algorithmus durch das Ausprobieren einer 
Vielzahl von Aktionen und Auswahl der zu dem jewei-
ligen Zeitpunkt am besten geeigneten schrittweise 
der Lösung der Aufgabenstellung nähert. Ein in die-

https://de.wikipedia.org/wiki/Aktivierungsfunktion
https://de.wikipedia.org/wiki/Backpropagation
https://de.wikipedia.org/wiki/K%C3%BCnstliches_Neuron
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sem Zusammenhang wichtiges Merkmal des Verstär-
kungslernens ist es, dass es ausdrücklich die gesamte 
Problemstellung betrachtet, die sich im Spannungs-
feld einer unsicheren Umgebung bewegt. Alle Algo-
rithmen, die dieses Lernparadigma nutzen, haben je-
doch explizit formulierte Ziele, können Aspekte ihrer 
Umgebungen aufnehmen und wählen Aktionen, um 
das Ziel zu erreichen. Es ist in der Regel von Anfang 

an davon auszugehen, dass der Agenten trotz der sig-
nifikanten Ungewissheit über die Umwelt, mit der er 
konfrontiert ist, zu agieren hat. Wenn das Reinforce-
ment Learning mit der Planung einhergeht, muss es 
das Zusammenspiel von Planungs- und Echtzeitakti-
onsauswahl sowie die Frage, wie Umweltmodelle er-
worben und verbessert werden, adressieren. [Sutton/
Barto 2017]

3  Beispiele Ansätze Künstlicher Intelligenz

3.2.2 � Künstliche Neuronale Netze + Rein-
forcement Learning = Deep Learning

Ein Deep Learning funktioniert nicht angemessen 
im Rahmen des zuvor beschriebenen Backpropaga-
tion-Algorithmus. Dieser gehört zu den überwachten 
Lernverfahren, liefert aber nur gute Ergebnisse bei ein 
oder zwei verdeckten Schichten. Mehr Schichten ver-
schlechtern die Performance des Lernens. Auf Grund 
der hohen Anzahl von Gewichten in einem typischen 
Deep-Learning-Netz besteht insbesondere das Pro-
blem des sogenannten Overfitting (das Netz schafft 
keine Verallgemeinerung für die Fälle, auf denen es 
nicht trainiert wurde), was es eigentlich zu vermeiden 
gilt. Zusätzlich funktioniert Backpropagation nicht 
gut im Rahmen des Deep Learning, da die partiellen 
Ableitungen, die durch ihre Rückwärtsbewegungen 
berechnet werden, entweder schnell zur Eingangssei-

te des Netzwerks zerfallen, das Lernen durch tiefe 
Schichten extrem langsam machen oder die partiel-
len Ableitungen schnell zur Eingangsseite des Netzes 
wandern und somit das Lernen instabil machen.

Im Rahmen des bestärkenden Lernens ist die Gefahr 
des Overfitting reduziert (nicht eliminiert), da nicht 
auf einem limitierten Trainingsdatenbestand gear-
beitet wird. Darüber hinaus ist eine Abstraktion über 
mehrere Schichten umsetzbar, da das Lernen nach 
dem zuvor eingeführten Prinzip funktioniert und sich 
somit wesentlich performanter verhält und auch eine 
höhere Generalisierungsfähigkeit erhält und das auf-
geführte Ziel eher erreicht: Do not listen to what I 
say – listen to what I mean!

3.3 � Entwicklung des Deep Learning hin zu 
Convolutional Neural Networks

Ein Convolutional Neural Network (CNN) wurde zwar 
schon in den 1990er Jahren eingeführt, ist aber ein 
aktueller Trend, der den Gedankengang des Deep 
Learning weiter fortführt. Ein solches Netz besteht 
aus einer oder mehreren Faltungsschichten (oft mit 
einem Unterabtastungsschritt) und dann gefolgt 
von einer oder mehreren vollständig verbundenen 
Schichten wie in einem Multilayer Perceptron. Die 
Architektur eines CNN wird genutzt, um die zwei-
dimensionale Struktur eines Eingangsbildes (oder 
eines anderen zweidimensionalen Eingangssignals, 
wie beispielsweise eines Sprachsignals) zu nutzen. 
Dies wird mit lokalen Verbindungen und gebunde-

nen Gewichten erreicht, gefolgt von einer Art von 
Pooling, was zu Invarianzen führt. Ein Vorteil eines 
solchen Netzwerks ist es, dass sie einfacher zu trai-
nieren sind und viel weniger Parameter haben als 
vollständig verbundene Netzwerke mit der gleichen 
Anzahl versteckter Schichten. Convolutional Neu-
ral Networks sind somit eine Kategorie neuronaler 
Netzwerke, die sich in Bereichen wie Bilderkennung 
und Klassifikation als effektiv erwiesen haben. Sie 
beherrschen die Identifizierung von Gesichtern, Ob-
jekten und Verkehrszeichen und unterstützen somit 
das Sehen in Robotern und selbstfahrenden Autos. 
[Karn 2018]
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3.4 � Kognitive Systeme
Kognitive Systeme, als Spezialfall der sogenannten 
Adaptiven Systeme, sind in ihre Umwelt eingebettet, 
um mit ihr über Sensoren und Aktuatoren in Aus-
tausch zu treten. Basierend auf einer Reizaufnah-
me werden Signale verarbeitet und auf Grund einer 
hinterlegten Wissensbasis gehandelt. Das bedeutet, 
dass kognitive Funktionen wie Wahrnehmung und 
Mustererkennung, Handlungssteuerung und Kon-
trolle, Wissensrepräsentation und Schlussfolgern, 
Lernen aus Erfahrung, Problemlösen, Entscheiden 
und die Verarbeitung natürlicher Sprache ausführbar 
sind. Das beste Beispiel für ein kognitives System ist 

der Mensch, wobei allerdings im Folgenden darunter 
die Schnittmenge zwischen Künstlicher Intelligenz, 
also der Algorithmen zur Lösung von Problemen, und 
kognitiver Psychologie verstanden wird, da kogniti-
ve Funktionen derart zu realisieren sind, dass sie auf 
zum Menschen ähnlichen Strukturen und Prozes-
sen agieren. Erkenntniswissenschaftlich betrachtet 
ist eine formale Modellierung notwendig, um die 
kognitiven Prozesse und Strukturen beschreiben 
zu können, um intelligente Systeme im Sinne einer 
menschengerechten Interaktion und Präsentation re-
alisieren zu können.

3  Beispiele Ansätze Künstlicher Intelligenz

3.4.1 � Kognitive Grundvorstellungen
Kognitive Grundvorstellungen adressieren den Be-
reich der zuvor bereits genannten psychischen 
Grundfunktionen. Dabei ist für das System jedoch 
eine Abstraktion individueller Unterschiede erforder-
lich, was als Elastizität (Reaktion auf Schwankungen 
der Umwelteinwirkungen) und Plastizität (Berück-
sichtigung von Zusammenhängen zwischen System 
und Umwelt) bezeichnet wird. Darüber hinaus ist 
die Entwicklung der Funktionen im Lauf der Lebens-
spanne durch innere und äußere Einflüsse und das 
Erleben und Verhalten im gegebenen Kontext zu be-
achten. Dies bedeutet, dass ein Zustandsraum zu de-
finieren ist, der alle möglichen Konfigurationen der 
dargestellten Objekte erfasst. Bezogen auf definierte 
Anfangs- und Endzustände erfordert dies eine Re-
gelmenge, um das System von einem Zustand in den 
nächsten Zustand zu überführen. Dabei sind relati-
onale Repräsentationen mentaler Modelle entschei-
dend, um analoges Schließen zu ermöglichen. 

Die Ansätze zur Modellierung mentaler Repräsentati-
onen im menschlichen Gehirn lassen sich grob in die 
Kategorien symbolische, konnektionistische und hy-
bride Ansätze einordnen. Die am weitesten verbrei-
teten symbolischen Modelle verwenden dabei die 
sogenannte Symbol-Argument-Argument(=SAA)-No-
tation. Relationen und deren Argumente werden 

explizit in Form von Symbolen ausgedrückt. Die 
relationalen Rollen, welche die Argumente dabei 
einnehmen, werden implizit durch deren Position 
ausgedrückt. Die SAA typische Fähigkeit zu Genera-
lisierungen hängt dabei nicht von den Eigenschaften 
der einzelnen Argumente ab, sondern von den Rollen, 
die diese Argumente spielen. Die entscheidende Vor-
aussetzung zum Generalisieren und zum Aufbau abs-
trakter Schemata besteht in der Fähigkeit, relationale 
Rollen und Objekte, die diese Rollen einnehmen kön-
nen, unabhängig voneinander abzubilden. Der große 
Nachteil symbolischer Modelle ist deren Unfähigkeit 
im Umgang mit semantischem Inhalt von Argumen-
ten und deren relationaler Rollen. Traditionelle sym-
bolische Modelle versuchten diesen Nachteil durch 
den Einsatz händisch angelegter Lookup-Tabellen, 
welche die semantische Ähnlichkeit von jeweils zwei 
Symbolen enthalten, auszugleichen.

Konnektionistische Modelle stellen Wissen nicht 
mithilfe von Symbolen, sondern über Aktivierungs-
muster verteilter Einheiten dar. Die Einheiten neh-
men dabei die Rolle der Neuronen im menschlichen 
Gehirn ein und ein einzelnes Konzept wird als Ak-
tivierung bestimmter verteilter Einheiten gebildet. 
Ähnliche Konzepte werden durch ähnliche Aktivie-
rungsmuster modelliert. Durch die Einheiten ist es 
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3  Beispiele Ansätze Künstlicher Intelligenz

konnektionistischen Modellen möglich, explizit den 
semantischen Inhalt von Konzepten zu modellieren. 
Traditionelle konnektionistische Modelle haben aber 
einen entscheidenden Nachteil gegenüber symbo-
lischen Modellen: Durch die einfache Aktivierung 
der (semantischen) Einheiten lassen sich relationale 
Rollen nicht unabhängig von ihren Argumenten re-
präsentieren. Es ist daher nicht möglich, relationale 
Rollen und deren Argumente getrennt voneinander 
zu behandeln.

Die beiden vorherigen Ansätze haben gezeigt, dass 
sowohl symbolische als auch traditionelle konnekti-
onistische Modelle große Teile menschlicher Kogni-
tion nicht ausreichend abbilden. Im Rahmen hybrider 
Ansätze versucht man, symbolische Repräsentatio-
nen und konnektionistische Systeme miteinander 
zu verbinden. Beispielsweise finden Kreuzprodukte 
(oder Vektorprodukte) zur Verzahnung symbolischer 
und konnektionistischer Modelle Verwendung.

Mit der Modellerzeugung sind die Grundlagen zur 
Verarbeitung der Eingangssignale geschaffen. Die-
se Verarbeitung lässt sich als neuronales Korrelat 
verstehend – das Suchen nach Strukturen und Pro-
zessen in den gegebenen Speicherstrukturen. Com-
puter funktionieren zwar in Interaktion mit ihrer 
Umwelt, doch ist der Dialog zwischen Mensch und 
Maschine gewöhnlich auf genau definierte Symbo-
le beschränkt. Auch bei solchen Systemen, die über 
Sensoren nichtsymbolische Informationen aufneh-
men, werden diese letztlich in dieselbe interne 
Symbolik umgewandelt. Anders als bei den natürli-
chen kognitiven Systemen entspricht diese interne 
Symbolik aber keiner bedeutungsevaluierten Re-

präsentation des sensoriellen Geschehens, sondern 
einem maschinenintern festgelegten Zeichensatz. 
Die Symbole selbst lassen sich nach bestimmten 
vorgegebenen Regeln in einem zentralen Prozes-
sor oder auch dezentral verarbeiten, um eine durch 
einen Algorithmus evaluierte Antwort des Systems 
erzielen zu können.

Die auf den erstellten Modellen stattfindende topo-
logisch-basierte Informationsverarbeitung lässt sich 
im Sinne einer atomistischen oder modularen Struk-
tur ausführen. Das atomistische oder auch stückhafte 
Vorgehen ist das Bemühen, eine Aufgabenstellung 
zu verstehen, indem die einzelnen Elemente nach-
vollzogen werden. Aus der Zusammenstellung der 
gewonnenen Bedeutungen ist abschließend ein Ge-
samtverständnis zu erzielen. Im Rahmen der modula-
ren Struktur hingegen erfolgt die Konstruktion neu-
en Wissens durch die Modifikation des alten Wissens. 
Das setzt allerdings voraus, dass die Module des al-
ten Wissens im Rahmen der Systemkonstruktion der-
art miteinander verbunden sind, dass vorhandenes 
Wissen verbindend ausgewertet werden kann.

Letztlich ist es eine offene und aufgabenbezogene 
Gestaltungsfrage, ob die Intelligenz des Systems 
durch den jeweiligen Entwickler in einem komple-
xen Modell vorzugeben ist, oder ein dezentraler 
Ansatz verfolgt wird, der atomistisch oder modular 
basierend auf generischen Regeln oder Knoten ein 
Gesamtverhalten als Reaktion auf die Eingangssig-
nale zeigt. Während der erste Ansatz initial schnelle 
Ergebnisse ermöglicht, bietet die letztgenannte Um-
setzungsphilosophie mehr Entwicklungsflexibilität 
bezüglich einer Systemweiterentwicklung.
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3.4.2 � Entwicklung von Sachkenntnis und 
Problemlösung 

„Unter Problemlösen versteht man das Bestreben, ei-
nen gegebenen Zustand (Ausgangs- oder Ist-Zustand) 
in einen anderen, gewünschten Zustand (Ziel- oder 
Soll-Zustand) zu überführen, wobei es gilt, eine Bar-
riere zu überwinden, die sich zwischen Ausgangs- 
und Zielzustand befindet.“ [Hussy 1983, S. 114] Diese 
Überführung kann mittels Brute-Force-Methoden, 
also dem Ausprobieren unterschiedlicher Wege, oder 
heuristischer Ansätze, also dem Metawissen über 
mögliche Lösungsschritte, erfolgen. Problemlösen 
auf Basis von Sachkenntnis ist die grundlegende Idee 
der Expertensysteme, in denen die Wissensrepräsen-
tation eine wichtige Funktion einnimmt. Dabei gilt 
zunächst die Annahme, dass das abgebildete Wissen 
in der Wissensbasis unabhängig von der späteren An-
wendung ist. [hier und im Folgenden Mandorf 2008]

Um die Sachkenntnis und Problemlösung nachzubil-
den, muss das relevante Wissen explizit formuliert 
werden. Eine zunächst einfache Abbildungsform bil-
den einfache kontrollierte Vokabularien wie Katalo-
ge oder Glossare. Eine Erweiterung der Glossare sind 
Thesauren, die eine begrenzte Anzahl an Relationen, 
jedoch ohne Vererbungshierarchie, zulassen. Regeln 
sind eine weiterhin einfache Form der Wissensabbil-
dung und bestehen lediglich aus einer Vorbedingung 
und einer Implikation. Es wird also lediglich festge-
legt, was beim Eintritt einer Bedingung getan wird. 
Dies wird mittels einer Vorwärtsverkettung (Lösung 
basierend auf der vorhandenen Wissensbasis) oder 
Rückwärtsverkettung (Lösungsidentifikation basie-
rend auf dem formulierten Ziel) realisiert. 

Regeln beziehen sich auf Objekte in Datenbanken. 
Diese eigentlich unstrukturierte Sammlung von Fak-
ten lässt sich als Bündelung aller Fakten zu einem 
Objekt zusammenfassen. Erfolgt hier eine Erweite-
rung durch eine Vererbungshierarchie und eine Zu-
ordnung von sowohl Prozeduren als auch Methoden 
etc., so spricht man von Frames.

Ein weiterer und oftmals genutzter Ansatz ist die 
Prädikatenlogik erster Ordnung. Die Prädikatenlogik 

basiert auf der Aussagenlogik, die wiederum auf vor-
gegebenen Aussagen (Axiomen, Fakten, Annahmen) 
beruht. Abgeleitete Aussagen heißen Schlussfolge-
rungen. Als Verknüpfung benutzt man „und“. Mit der 
Aussagenlogik lassen sich keine Allgemein-Aussagen 
formulieren. Deshalb wurde sie zur Prädikatenlogik 
erweitert. Diese verwendet anstatt einfacher Aussa-
gen Prädikate, denen sie Objekte zuordnet. Existenz- 
und Allaussagen über Individuen werden durch soge-
nannte Quantoren „es gibt“ beschrieben. 

Alle Formalismen zur Wissensrepräsentation kann 
man als Axiome bzw. Kalküle auffassen. Ein Kalkül 
beschreibt über Aussagen Objekte oder Zustände 
der realen Welt. Über Ableitungsregeln werden neue 
Aussagen hergeleitet. Die Ausdrucksstärke resultiert 
aus der Abbildung von Aussagen über den Problem-
bereich. Es ist korrekt, wenn alle syntaktisch abzulei-
tenden Schlussfolgerungen auch semantisch in der 
tatsächlichen Welt erfolgen. Für Expertensysteme ist 
in diesem Zusammenhang entscheidend, wie realis-
tisch ein Problembereich beschrieben werden kann 
(Adäquanz) und wie effizient sich Problemlösungen 
herleiten lassen.

In der Prädikatenlogik erster Ordnung sind Struktu-
rierungsmittel, wie Hierarchien oder Kontexte, nicht 
vorhanden. Daher ist sie nicht zur Repräsentation 
großer Wissensbasen, wie bei Expertensystemen, ge-
eignet. Dieses Defizit wird allerdings durch Seman-
tische Netze, einem formalen Modell von Begriffen 
und ihren Beziehungen, beseitigt. Weitergehender 
sind Taxonomien, also hierarchische Darstellung ein-
facher kontrollierter Vokabularien bzw. Ontologien, 
also eine Darstellung formal geordneter Begrifflich-
keiten.

Für all diese Ansätze gilt jedoch, dass sicherzustel-
len ist, dass die Syntax und Semantik korrekt und 
eindeutig abgebildet sind, um zutreffende und zeit-
performante Schlussfolgerungen zu ermöglichen, die 
auch für den menschlichen Anwender direkt nach-
vollziehbare Ergebnisse darstellen. 

3  Beispiele Ansätze Künstlicher Intelligenz
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4  Anwendungsbeispiele

Bereits anhand des einfachen Vier-Komponentenmo-
dells wird deutlich, wie vielfältig die Themengebiete 
von Systemen der Künstlichen Intelligenz sind. Be-
schleunigt wird die gesamte Entwicklung durch den 
ständigen Fortschritt von Digitalisierung, IoT und Big 
Data, die immer neue Daten und Prozesse für derar-
tige Systeme zugänglich machen und in Wechselwir-
kung Digitalisierung, IoT und Big Data auch weiter 
etablieren. Gerade die ungezählten Kombinations-
möglichkeiten der Komponenten ermöglichen immer 
neue Anwendungsfelder und machen jeden Klassifi-
zierungsversuch letztlich zu einer Momentaufnahme. 

Der Bitkom-Arbeitskreis für Big Data unterteilt die 
heutigen Geschäftsmodelle und Business Cases in der 
Datenwirtschaft ebenfalls in vier Kategorien. Dafür 
sind die Dimensionen Geschäftsmodellbezug (Busi- 
ness) und Datenquelle gewählt worden. Diese wie-
derum stellen auch eine Basis für die Einsatzgebiete 
der Künstlichen Intelligenz dar.

Der Geschäftsmodellbezug wird dabei in neues Busi- 
ness und vorhandenes Business unterteilt. Die Dimen-
sion Datenquelle bezieht sich in dieser Kategorisie-
rung auf vorhandene Daten und neue Daten. Die An-
wendungsfälle werden in diesem Modell über die vier 
Klassen in Optimierung, Aufwertung, Monetarisierung 
und Durchbruch kategorisiert (vgl. Abbildung 5). 

Die Klasse Optimierung beschreibt Anwendungs-
fälle der Künstlichen Intelligenz, die einen großen 
Mehrwert durch Optimierung bestehender Ge-
schäftsprozesse mithilfe der Auswertung bereits 
existierender Datenbestände erzeugt. Diese Klasse 
wird deshalb als Einstiegsklasse betrachtet, da hier 
eine Nutzung der bereits bestehenden Infrastruktur 
stattfindet. Die Analyse von existierenden und un-
ternehmenseigenen Datenbeständen kann bereits 
durch die Optimierung von Prozessen einen Mehr-
wert generieren [BITKOM 2013, S. 17]. In den Be-
reich der Monetarisierung lassen sich Anwendungs-
fälle einordnen, die durch die Nutzung vorhandener 
Datensätze neue Geschäftsmodelle bzw. Produkte 
erzeugen. Hierbei ist jedoch der Datenschutz zu be-
achten und es ist fraglich, ob die Nutzung der Daten 
zu diesem Zweck rechtlich zulässig ist. Es ist zum 
Beispiel möglich, anonymisierte Standortdaten 
von Telefonnutzern für ortsbezogene Werbung zu 
verwenden [BITKOM 2013, S. 17]. Die Aufwertung 
soll all jene Fälle kategorisieren, die bestehende 
Geschäftsmodelle und Dienstleistungen durch das 
Erschließen neuer Daten optimieren. Hier sind bei-
spielsweise Reiseunternehmen zu finden, die de-
taillierte Wetterprognosen für Marketingaktivitäten 
und bessere Auslastung der Reiseziele integrieren 
[BITKOM 2013, S. 18]. Die vierte Klasse, Durchbruch, 
bezeichnet die Entwicklung neuer Geschäftsmo-

Abb. 5: Kategorisierung [BITKOM 2015]

Monetarisierung Durchbruch

Optimierung Aufwertung

neues Business

vorhandenes Business

vorhandene Daten neue Daten
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delle für die Datenwirtschaft. Neue Produkte und 
Dienstleistungen lassen sich auf der Basis der 
Sammlung und Digitalisierung neuer Datenbestän-
de erschaffen. Als Beispiel ist hier die Kartierung 
von Google durch den Service Streetview zu nen-
nen [BITKOM 2013, S. 18].

Während die Betrachtung des Geschäftsmodells 
redundant ist, erscheint der Einbezug der Daten-
herkunft als eine weitere relevante Beschreibungs-
dimension von Anwendungsfällen der Künstlichen 
Intelligenz, da durch die Ergänzung das Ziel der Ent-
scheidungsunterstützung bedient wird.

4.1 � Einsatzgebiete der Künstlichen Intelli-
genz

Wie nun ersichtlich ist, erzeugt Künstliche Intelligenz 
für ein Unternehmen Wirkung auf und durch das je-
weilige Geschäftsmodell. Dabei können die Facetten 
dieser Wirkung in unterschiedlichen Einsatzszenarios 

erzeugt werden. Diese sind sowohl Dialogprozesse, 
Mensch-Maschine-Prozesse als auch Automatisie-
rungsansätze, die im Folgenden in Anlehnung an 
[BITKOM 2017] skizziert werden.

4.1.1 � Mensch-Maschine-Kommunikation
Eine der großen Errungenschaften der Künstli-
chen Intelligenz ist zweifelsohne die Möglichkeit, 
menschengerechte Dialogprozesse zu ermöglichen 
und zwar durch Dialoge, die in natürlicher Sprache 
geführt werden, sei es in Schriftform oder als ge-
sprochenes Wort. Virtuelle Agenten, die Menschen 
unterstützen, komplexe Vorgänge zu erledigen wie 
„Ein-Antragsformular-Ausfüllen“, Haushaltsgeräte 
per Sprache zu steuern, sich in der Telefonhotline 
nicht mehr durch Zahlenmenüs zu navigieren, son-
dern sein Anliegen sprachlich zu artikulieren, oder 
einfach zum Beispiel diesen Text zu diktieren. Dies 
führt zu einer Transformation, dass nicht mehr der 
Mensch umständliche oder komplexe Bildschirm-/
Tastaturdialoge erlernen muss, die sich stets an den 
technischen Limitationen orientiert haben. Vielmehr 
stellt sich die Maschine auf den Menschen ein, der 
endlich mit ihr so kommunizieren kann, wie er es ge-
wohnt ist – in natürlicher Sprache, wenn notwendig 
Übersetzung inklusive. Dies bedeutet im Einzelnen 
die Umsetzung eines sogenannten Language Un-
derstanding Intelligent Service (LUIS), was bedeutet, 
die Befehle von Nutzern zu verstehen und konkrete 
Handlungen durchzuführen. Vertraut sind wir schon 
mit Rechtschreibungs-API, die eine automatisierte 
Verbesserung der Rechtschreibung ermöglichen sol-

len und dabei auch Verbundwahrscheinlichkeiten und 
bedingte Wahrscheinlichkeiten bestimmen, um so 
eine Vervollständigung von Wörtern zur schnelleren 
Dokumentation und Vereinfachung der Eingabe zu 
ermöglichen. Einen Schritt weiter geht die linguisti-
sche Analyse und damit das Verstehen der Textstruk-
tur zum Beispiel zur automatisierten Erstellung von 
Meeting Minutes anhand von Sprachaufzeichnungen 
und auch die Sentimentanalyse zur Klassifizierung 
von Kommentaren oder Gesprächsaufzeichnungen. 
Damit einhergehend rücken Textübersetzungs-API 
mit Deep-Learning-Algorithmen zur Übersetzung 
von Datensätzen oder aufgerufenen Websites in die 
Betrachtung, um das alltägliche Arbeiten in inter-
nationalen Umgebungen zu unterstützen. Dies wird 
ergänzt um Live-Übersetzung inklusive Textausgabe 
für jegliche Kommunikation beziehungsweise auch 
Text-zu-Sprache und umgekehrt zur schnellen Pro-
tokollierung. Im Sinne von Zugriffsberechtigungs-
prüfungen kann hier auch eine Stimmenerkennung 
zur Identifikation von Personen und Anpassung an-
hand trainierter Modelle erfolgen. Diese Prüfung 
lässt sich zwischenzeitlich auch mittels Bildanalyse 
durch Gesichtserkennung zur Personenidentifikation 
ausführen, wie es beispielsweise bei UBER bereits 
im Einsatz ist.
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4.1.2 � Maschine-Maschine-Kommunikation
Das Internet of Things ermöglicht viele neue Anwen-
dungen, die sowohl in der Industrie als auch im pri-
vaten Bereich Einzug halten. Internet of Things (IoT) 
ermöglicht, Geräte miteinander beziehungsweise mit 
einer zentralen Logik zu vernetzen. Im Heimbereich 
lassen sich immer mehr Geräte über Sprache und über 
eine App steuern. Eine intelligente Logik erlernt das 
Verhalten der Benutzer und kann Vorschläge machen, 
wann zum Beispiel Geräte gereinigt oder gewartet 
werden müssen. Ähnliche Anwendungen können in der 
Gebäudesteuerung zum Einsatz kommen, um beispiels-
weise Wartungsarbeiten bei Klimaanlagen rechtzeitig 
durchzuführen. Man spricht hierbei auch von Predic-
tive Maintenance, also der Vorhersage von Wartungs-
arbeiten mittels Sensorik und Machine Learning. Die-
ses Verfahren kann prinzipiell auf alle mit Verschleiß 
verbundenen Maschinen, Geräte und Fahrzeuge über-
tragen werden; es erhöht die Betriebssicherheit und 
senkt die Kosten. In der Industrie finden solche Ansät-

ze schon unterschiedliche Anwendungsszenarios, da 
bereits oftmals in einzelnen Bauteilen Datenaufnah-
men und Weitergaben stattfinden, die zum Beispiel 
erst den Service einer Predictive Maintenance ermög-
lichen. Darüber hinaus ist die automatisierte Bildverar-
beitung insbesondere in der Qualitätskontrolle zuneh-
men relevant, sodass hier Ansätze zum automatischen 
Tagging und der Optical Character Recognition (OCR) 
zur verbesserten Ablage und Durchsuchbarkeit von 
Bildern und Videos eingesetzt werden. Mittels Bildern 
lässt sich eine Fehlererkennung durch Trainieren eige-
ner API realisieren, um beispielsweise Materialrisse in 
Glas oder Unebenheiten auf Flächen in Echtzeit iden-
tifizieren zu können. Zunehmend erleben wir auch eine 
automatisierte Emotionserkennung durch den Einsatz 
der Kamera am Endgerät zum Testen der Wirkung der 
jeweils angezeigten Inhalte und damit zur Anpassung 
der Produkte in deren Präsentation beziehungsweise 
einer Anpassung des Hintergrundlichts.

4.1.3 Automatisierung
Die sinnhafte Vollautomation ist seit jeher das Postu-
lat der Wirtschaftsinformatik. Insbesondere Künst-
liche Intelligenz bietet hier das Potenzial, eine tief-
greifendere Automatisierung zu erzielen und somit 
Aufgaben ausführen zu lassen, für die es keinen 
menschlichen Anwender benötigt, beziehungsweise 
ergänzende Tätigkeiten zu automatisieren, die somit 
eine Unterstützung für den menschlichen Aufgaben-
träger darstellen. Beispielsweise lassen sich E-Mails 
im Posteingang nach Aufgabengebiet und Sachbe-
arbeiter automatisch klassifizieren und weiterleiten. 
Dabei können die Daten aus der E-Mail bereits in On-
line-Formularen erfasst werden, sodass der mensch-
liche Aufgabenträger nur noch die finalen Schritte 
selber ausführen muss. Genauso können auch Bewer-
bungen durch Personalsysteme automatisiert erfasst 
und deren Inhalte in entsprechende Formulare über-
tragen werden, sodass diese Tätigkeiten nicht mehr 
manuell auszuführen sind.

Automatisierung im Sinne einer Prozessunterstüt-
zung geschieht auch durch die Unterstützung bei 
Recherche- beziehungsweise Suchaufgaben. Hier 
ist das Konzept der Assistenzsysteme relevant, die 
einzelne Aufgaben der Entscheidungsträger über-
nehmen oder Zuarbeiten in die jeweiligen Prozesse 
der Entscheidungsträger ausführen. Grundsätzlich 
führen Suchvorschläge basierend auf antrainierten 
Verhalten zu einer schnelleren Suche im Internet. 
Ergänzend dazu lässt sich eine automatisierte Bil-
dersuche beziehungsweise eine Filterung von Bild-
informationen beispielsweise zur Identifikation von 
Produkttrends realisieren, um Entscheidungsträger 
in Unternehmen bei ihrer Arbeit über Marktent-
wicklungen zu informieren. Dabei können diese 
Informationen auch inhaltlich zusammengefasst, 
mit einem Suchindex versehen und mit einem ent-
sprechenden Ranking, je nach Wichtigkeit, versehen 
werden. 

4  Anwendungsbeispiele
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Darüber hinaus haben wir schon alle Empfehlungs-
vorhersagen im Sinne von Cross-Selling-Systemen, 
einer personalisierten Empfehlung oder der Auffind-
barkeit von Produkten aus eigener Erfahrung ken-
nengelernt. Derartiges setzt zunehmend voraus, dass 
eine interaktive Suche möglich ist, die parallel eine 
automatisierte Auswertung der natürlichen Sprache 
mit sich bringt, um Anfragen zu vervollständigen und 
ergänzende Empfehlungen basierend auf den Er-
kenntnissen geben zu können. 

Insgesamt stellen wir fest, dass die Innovationsdiffu-
sion der Künstlichen Intelligenz in unterschiedlichen 

Komponenten im täglichen Leben bereits jetzt eine 
enorme Geschwindigkeit erreicht hat. Es entstehen 
durch die grundsätzlich zunehmenden technischen 
Realisierungsmöglichkeiten und das wachsende Ver-
ständnis über die Anwendung immer neue Kombina-
tionen dieser Komponenten weitere Anwendungs-
felder, die sich, sobald in ihrem Entstehungsbereich 
bewährt, schnell auf andere Bereiche und Industrien 
übertragen lassen. War die Sprachsteuerung noch auf 
Smartphones beschränkt, sind es heute schon digita-
le Assistenten im Heimbereich und am Arbeitsplatz, 
die uns die täglichen Entscheidungen bei unseren 
Arbeiten erleichtern und qualitativ verbessern.
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Fazit

Die wieder einmal in den Vordergrund gerückte 
Künstliche Intelligenz, als jedoch schon seit den 
1960er Jahren existierendes Thema, umfasst aktuell 
viel Forschung, die nach allgemeinen Grundsätzen 
des Lernens, der Suche und der Entscheidungsfin-
dung sucht und versucht, riesige Mengen an Domä-
nenwissen zu integrieren. 

„Mit den rapiden Fortschritten in der Erfassung von 
Daten aus der realen Welt, mit der Möglichkeit zur 
aktiven Interaktion und mit virtuellen Agenten sind 
wesentliche Voraussetzungen für einen tiefgreifen-
den Wandel in Wirtschaft und Gesellschaft gegeben. 
Kognitive Systeme setzen auf Big Data und KI auf und 
können bereits vielfältige Aufgaben übernehmen, die 
von der Beschaffung und Verdichtung von Informati-
onen über die Verrichtung gefährlicher, schmutziger, 
körperlich anstrengender Arbeiten bis hin zur Unter-
stützung von Management-Entscheidungen reichen. 
In den nächsten Jahren werden kognitive Systeme ihr 
Leistungsspektrum deutlich ausweiten. Daraus ergibt 
sich das Erfordernis, die wirtschaftlichen und gesell-

schaftlichen Konsequenzen des eingeleiteten kog-
nitiven Zeitalters zu verstehen und in einen Diskurs 
einzutreten – insbesondere im Kontext der globalen 
politischen und wirtschaftlichen Herausforderun-
gen.“ [BITKOM 2017]

Dabei steht aktuell insbesondere das Deep Learning 
im Zentrum der Diskussion und fokussiert derzeit 
Ordnungsrahmen, die Optimierung des Deep Learn-
ing selbst sowie deren Grenzen im praktischen Ein-
satz. Die Optimierung hinsichtlich Funktionsumfang 
und Bedienbarkeit von Deep-Learning-Ansätzen ist 
ein wesentlicher Hebel, um Data-Scientist-Teams den 
Einstieg in das Deep Learning zu erleichtern. Zugleich 
werden aber auch immer stärker die Grenzen der rei-
nen Mustererkennung im Vergleich zu einer dualen 
Verwendung von Musterkennung mit generischen 
Lernansätzen diskutiert. Aber auch der hohe Komple-
xitätsgrad von Neuronalen Netzen gegenüber dem 
Einsatz von einfacheren Methoden bei ähnlich guten 
Ergebnissen wird zum Gegenstand einer lebhaften 
Diskussion.
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